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摘 要： 针对非线性系统故障诊断难以解决的问题，提出了一种基于扩展局部线性嵌入映射（ＬｏｃａｌｌｙＬｉｎｅａｒＥｍ
ｂｅｄｄｉｎｇ，ＬＬＥ）的故障诊断方法．通过引入切空间距离代替欧氏距离，可以更加科学的满足算法近邻点局部线性的要求，
从而可以更好的保留原始数据的局部流形特征．另外，将故障状态与高维空间分布结合起来，通过确定数据点在空间
超球内的分布完成故障的检测，在这个过程中将超球的确定与ＬＬＥ算法中基于核函数的样本外数据扩展相结合，减少
了计算量，提高了算法的实时性，从而为复杂非线性系统的故障诊断提供了一种新的有效的方法．
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１ 引言

当今社会工业系统智能化程度越来越高，发生故障

的概率也相应增大．为了提高系统可靠性，系统的故障
诊断引起了越来越高的重视．工业系统数据的显著特点
为：高数据量、高维数、高数据增长率、非结构化．目前，
特征提取最重要的手段之一是主成分分析法（Ｐｒｉｎｃｉｐａｌ
ＣｏｍｐｏｎｅｎｔＡｎａｌｙｓｉｓ，ＰＣＡ），这个方法是１９０１年 Ｐｅａｒｓｏｎ在
研究回归分析时附带提出，其数学基础是 １９３３年由
Ｈｏｔｅｌｌｉｎｇ奠定［１］，随着模式识别、机器学习等的兴起和
发展，又成了这些领域的重要研究对象之一［２］．但是它
针对的是线性系统，如果将 ＰＣＡ应用于非线性系统时，
较小的主元并不表示不重要的方差，反而可能包含重要

的系统信息，这将引起主元模型的误差增大．１９９８年，
Ｓｃｈｏｌｋｏｐｆ提出了一种新型的非线性ＰＣＡ算法（核主元分
析，ＫＰＣＡ）［３］．ＫＰＣＡ（ＫｅｒｎｅｌＰｒｉｎｃｉｐａｌＣｏｍｐｏｎｅｎｔＡｎａｌｙｓｉｓ）

的基本特点是利用内积和核函数实现其非线性，并在非

线性高维特征空间中有效地获得主元［４，５］．但是，虽然
ＫＰＣＡ是对 ＰＣＡ的一种非线性扩展，不过由于自身原
因，核函数的选择没有一个定量的指导方法，同时对数

据结构本身描述不足，使得它的应用受到很大的限制．
２０００年，Ｒｏｗｅｉｓ和 Ｌａｗｒａｎｃｅ提出了基于流形的局部

线性嵌入映射方法（ＬｏｃａｌｌｙＬｉｎｅａｒＥｍｂｅｄｄｉｎｇ，ＬＬＥ）［６］，奠
定了流形学习的基础．随后，由于其优秀的特征提取性
能，及可以有效揭示数据固有的几何特征，流形算法也

被应用到故障诊断领域［７］．与传统方法相比，ＬＬＥ处理
高维大规模数据的低维嵌入具有更强的能力，不仅具有

较低的时间和空间复杂度，而且得到全局的低维系统，

有利于数据的结构和相关分析，已经广泛应用于图像聚

类、识别等各个领域［８］．
但是，由于算法自身原因和应用到故障诊断领域的

需求，ＬＬＥ算法还存在一定缺陷．算法的前提是假设每
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个数据点及其近邻是局部线性，如果近邻点选择不当

就会改变其固有流形，影响数据的重构效果；另外，ＬＬＥ
虽然可以在训练示例上建立从高维样本空间向低维特

征空间的非线性映射模型，但是由于这些投影涉及对

距离矩阵或者权值矩阵的特征分解，不能像 ＰＣＡ那样
生成变换矩阵，因而处理实时数据时，要把新数据与训

练集重新全部计算一次距离和权值矩阵，然后再重新

投影到低维特征空间，计算量会相当大．
本文主要针对这些问题做了相应的研究，在原有

ＬＬＥ算法的基础上引入了切空间距离，给出了基于扩展
ＬＬＥ的故障检测算法和基于ＴＥ数据的试验结果．

２ 扩展ＬＬＥ算法

２１ ＬＬＥ算法
局部线性嵌入映射（ＬＬＥ）算法是 Ｒｏｗｅｉｓ和 Ｌａｗｒａｎｃｅ

在２０００年提出的一种非线性降维方法，其基本思想是
在样本点和它的邻域点之间构造一个重构权向量，并

在低维空间中保持每个邻域中的权值不变，即假设嵌

入映射在局部是线性的条件下，来最小化重构误差．
ＬＬＥ并不仅仅是纯粹的降维，在某种意义上也是一种新
的特征提取方式．它并非是通过从高维特征向量中选
取部分分量而组成新的特征向量，而是高维特征向量

在低维空间的一个映射．通过这样一个映射，我们得到
新的低维的特征向量，既能保持原有数据的拓扑结构

和局部关联性，而且新的向量的维数可以足够的低．
ＬＬＥ算法可以归结为三步：

（１）找到原始数据集中每个数据的近邻点；
（２）在重构误差最小的条件下，计算每个数据用近

邻重构的权值，得到权值矩阵；

（３）在特征空间中，用权值矩阵计算出数据点的映
射值，得到降维数据．

算法步骤如图１所示．
２２ 扩展ＬＬＥ算法

从上面ＬＬＥ的直观描述可以知道，近邻必须满足
与数据点是局部线性的条件，当前算法中都是用欧氏

距离计算出近邻，然后直接求出数据之间的相关性．但
是有时候欧氏距离短的近邻点并不意味着能够最好的

体现局部线性的要求，如图２中 Ｓｗｉｓｓ曲面所示，其中，
Ｘ０为 Ｓｗｉｓｓ曲面上的一个样本点，Ｘ１，Ｘ２为其近邻点，

ｄ１，ｄ２分别为 Ｘ１和 Ｘ２到样本点 Ｘ０的距离，从 ＬＬＥ的
定义可以知道，ｄ越小则越能满足样本点与近邻点为局
部线性的要求．

从图２中对比 Ｘ１和 Ｘ２可以看到，Ｘ２在欧氏距离
下更满足样本点 Ｘ０的近邻要求（ｄ２＜ｄ１），但是在这种
情况下，如果按照欧式距离完成 ＬＬＥ投影的话，将会完

全改变 Ｓｗｉｓｓ曲面的内在流形结构，从而导致投影失
败．为避免这种情况，必须找到能够更好的表示样本点
局部线性的近邻点，而非寻找欧式距离意义下最近的

点．

重新考虑ＬＬＥ算法的基本思想：假设数据局部是
线性的条件下，最小化重构误差．因此在寻找样本点近
邻的时候，首先要保证样本点和近邻点是局部线性的，

也就是处于同一平面上．考虑到这一点，我们将切空间
的概念引入到 ＬＬＥ算法中来，首先确定出各个样本点
的切空间，然后通过计算周围数据到样本点的切空间

距离来确定其近邻，这样可以更好的满足算法关于局

部线性的要求．
要计算切空间，必须知道显式函数的微分，但在实

际的问题中，原始数据并没有一个显式的函数表达式，

仅是流形上的一些离散样本点．因此采用局部切空间
排列方法中的一个步骤来解决这个问题，对于高维空

间上的每个样本点邻域，可以通过局部 ＰＣＡ得到其近
似切空间，或者说切空间上的一组正交基．

假设存在一个 ｄ维流形，其是通过一个未知函数
ｆ（τ），τ∈Ｒｄ，映射到 ｍ维空间，已有的样本点集 Ｘ＝
（ｘ１，ｘ２，…ｘｎ），ｘｉ∈Ｒｍ，是该未知函数的像，ｘｉ＝ｆ（τｉ），ｉ
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＝１，２，…，ｎ．要得到流形在 ｘｉ处的切空间，即相当于要
知道向量函数 ｆ（τ）在τｉ处的微分．于是，我们假设流
形是足够光滑的，在固定的某个τ处利用一阶 Ｔａｙｌｏｒ展
开得到，

ｆ（珋τ）＝ｆ（τ）＋Ｊｆ（τ）·（珋τ－τ）＋Ｏ（珋τ－

 

τ
２
２） （１）

其中，Ｊｆ（τ）∈Ｒｍ×ｄ是ｆ在τ处的Ｊａｃｏｂｉ矩阵．记 ｆ（τ）＝

ｆ１（τ）


ｆｍ（τ









）
，则 Ｊｆ（τ）＝

ｆ１
τ１

…
ｆ１
τｄ

  

ｆｍ
τ１

…
ｆｍ
τ













ｄ

，于是 ｆ在τ处的

切空间 Γτ 由 Ｊｆ（τ）的 ｄ个列向量张成：Γτ ＝
ｓｐａｎ（Ｊｆ（τ））．由于不知道函数 ｆ，无法直接求出 Ｊｆ（τ），
但确定是 ｄ维空间，假设知道 Ｊｆ（τ）上的一组正交基
Ｑτ∈Ｒ

ｍ×ｄ，则

Ｊｆ（τ）×（珋τ－τ）＝Ｑτθτ （２）
其中θτ 是珋τ－τ在切空间Γτ上对应于Ｑτ的坐标，又因
为 ｆ（珋τ）－ｆ（τ）≈Ｊｆ（τ）·（珋τ－τ），上式可写成 ｆ（珋τ）－
ｆ（τ）≈Ｑτθτ，即

ｆ（珋τ）≈Ｑτθτ ＋ｆ（τ） （３）
对于某个样本点 ｘｉ，其邻域点 ｘｉｊ≈ｘｉ＋Ｑｉθｉ．建立如下
的最优化过程，

ｍｉｎ
ｘｉ，Ｑｉ，θ
∑
ｋ

ｊ＝１
ｘｉｊ－（ｘｉ ＋Ｑｉθｉ

 

）２
２

＝ ｍｉｎ
ｘｉ，Ｑｉ，θ

Ｘｉ－（ｘｉｅＴ＋ＱｉΘｉ
 

）２
Ｆ （４）

其中，Ｘｉ＝（ｘｉ１，ｘｉ２，…ｘｉｋ），Ｑｉ∈Ｒｍ×ｄ，Θ＝（θ１，θ２…θｋ）

∈Ｒｄ×ｋ，由此得到的 Ｑｉ可作为流形在ｘｉ处切空间的ｄ

个近似正交基，此问题的求解可对 Ｘｉ（Ｉ－
１
ｋｅｅ

Ｔ）进行

ＳＶＤ分解得到，Ｑｉ为Ｘｉ（Ｉ－
１
ｋｅｅ

Ｔ）对应最大 ｄ个特征

值的特征向量，这组特征向量可作为空间的一组正交

基．近邻点在此正交基张成空间中的坐标为（ｘ１，…，
ｘｄ），到切空间距离为点剩下（ｍ－ｄ）维正交基坐标的均

方根，可表示为 ｘ２ｄ＋１＋ｘ２ｄ＋２＋…ｘ２槡 ｍ，从而确定出切空

间距离意义的近邻．

３ 基于扩展ＬＬＥ的故障检测方法

虽然ＬＬＥ可以在训练集建立从高维样本空间向低
维特征空间的非线性映射模型，但是由于这些投影涉

及对距离矩阵或者权值矩阵的特征分解，不存在一个

显式的投影函数，因此原始 ＬＬＥ方法是不可扩展的，即
当有新数据需要处理时，要把新数据与训练集重新全

部计算一次距离和权值矩阵，然后再重新投影到低维

特征空间．

为提高算法实时性，在 ＹｏｓｈｕａＢｅｎｇｉｏ［９］研究基础上
采用核函数方法对新数据进行扩展，并结合异常检测

算法，在实现数据迭代的同时，完成故障数据检测．
设初始数据集为｛ｘ１，…，ｘｎ｝，ｘｉ∈ＲＤ，低维空间中

的投影为｛ｙ１，…，ｙｎ｝，ｙｉ∈Ｒｄ，其中 ｄ＜＜Ｄ．对于新数
据 ｘ，首先计算其训练集中的 ｋ个近邻（ｘ１，…，ｘｋ），计
算各个近邻的权重，得到（ｗ１，…，ｗｋ）．通过核函数对新
数据进行扩展，需要核函数 Ｋ（ｘ，ｙ）产生矩阵 Ｍ，其中
Ｍ的元素为Ｍｉｊ＝Ｋ（ｘｉ，ｘｊ），由ＬＬＥ算法可得 Ｍ＝（Ｉ－

Ｗ）′（Ｉ－Ｗ），其元素为 Ｍｉｊ＝δｉｊ－ｗｉｊ－ｗｊｉ＋∑
ｎ

ｋ＝１
ｗｋｉｗｋｊ．

ＬＬＥ算法中需要取最小的特征值对应的特征向量，
所以，对 Ｍ进行修改，令珦Ｍ＝Ｉ－Ｍ，这样可以保证特
征向量不变而珦Ｍ中的特征值可以取最大．令

珘Ｋ（ｘｉ，ｘｊ）＝珟Ｍｉｊ＝ｗｉｊ＋ｗｊｉ－∑
ｎ

ｋ＝１
ｗｋｉｗｋｊ （５）

给定有限输入空间 Ｘ＝｛ｘ１，ｘ２，…ｘｎ｝，设 ｋ（ｘ，ｚ）是在
Ｘ上的对称函数，令 Ｋ＝（ｋ（ｘｉ，ｘｊ））ｎｉ，ｊ＝１，则样本外数据
的投影数据为

ｙｋ（ｘ）＝
１
λｋ∑

ｎ

ｉ＝１
ｖｉｋｋ（ｘ，ｘｉ）＝

１
λｋ
Ｋ（ｘ）Ｖｋ （６）

其中，Ｋ（ｘ）为向量（ｋ（ｘ，ｘ１），ｋ（ｘ，ｘ２）…ｋ（ｘ，ｘｎ）），Ｖｋ
为核函数矩阵的第ｋ个特征向量．

完成新数据到特征空间的投影后，需要对数据进

行故障检测．假定一组数据服从同一个分布，那么在空
间可以看作是一个超球体，其圆心可以看作数据质心，

只要确定出超球体半径，则可以检测出新数据点是否

服从同样的分布，从而确定数据是否有故障．对于一个
给定系统来说，当系统正常运行时，其输出可以看作是

服从同一分布下的数据，因此可以近似看作是一个超

球体，其超球体的半径是距离质心最远的数据点到质

心的距离．但是，如果训练集数据中有一个不够好的数
据点，其半径将比实际需求大的多，这样将大大增加故

障检测的漏报率．因此，需要找到一个最小的超球体，
保证除了几个极端的数据点外，包含其他所有的训练

集数据．
假定训练集数据 Ｓ＝｛ｘ１，ｘ２，…ｘｌ｝到特征空间的

映射为，相关联核函数为 ｋ（ｘ，ｚ）＝〈φ（ｘ），φ（ｚ）〉．包
含 Ｓ的最小超球体的中心是使到最远的数据点的距离
ｒ最小化的点ｃ，即 ｃ＝ａｒｇｍｉｎ

ｃ
ｍａｘ
１≤ｉ≤ｌ

φ（ｘｉ）－

 

ｃ．

最小封闭超球体：给定 Ｓ＝｛ｘ１，ｘ２，…ｘｌ｝，解决最
优化问题，

ｍｉｎｃ，ｒ ｒ２

ｓ．ｔ．φ（ｘｉ）－

 

ｃ２＝（φ（ｘｉ）－ｃ）′（φ（ｘｉ）－ｃ）≤ｒ
２
（７）

其超球体（ｃ，ｒ）是具有最小半径 ｒ的包含Ｓ的超球体．
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可以通过定义对于每一个约束条件都有一个拉格

朗日乘子αｉ≥０和它对应的拉格朗日函数

Ｌ（ｃ，ｒ，α）＝ｒ２＋∑
ｌ

ｉ＝１
αｉ［φ（ｘｉ）－

 

ｃ２－ｒ２］（８）

来解决这个最优化问题．
对 ｃ，ｒ分别求偏导并使其为零，
Ｌ（ｃ，ｒ，α）
ｃ ＝２∑

ｌ

ｉ＝１
αｉ（φ（ｘｉ）－ｃ）＝０ （９）

Ｌ（ｃ，ｒ，α）
ｒ ＝２ｒ（１－∑

ｌ

ｉ＝１
αｉ）＝０ （１０）

得，∑
ｌ

ｉ＝１
αｉ＝１，并且 ｃ＝∑

ｌ

ｉ＝１
αｉφ（ｘｉ）．

代入到拉格朗日函数，得到

Ｌ（ｃ，ｒ，α）＝ｒ２＋∑
ｌ

ｉ＝１
αｉ［φ（ｘｉ）－

 

ｃ２－ｒ２］

＝ｒ２＋∑
ｌ

ｉ＝１
αｉφ（ｘｉ）－

 

ｃ２－∑
ｌ

ｉ＝１
αｉｒ２

＝∑
ｌ

ｉ＝１
αｉ（φ（ｘｉ）－ｃ），（φ（ｘｉ）－ｃ[ ]）

＝∑
ｌ

ｉ＝１
αｉ［ｋ（ｘｉ，ｘｉ）＋∑

ｌ

ｊ，ｋ＝１
αｊαｋｋ（ｘｊ，ｘｋ）－２∑

ｌ

ｊ＝１
αｊｋ（ｘｉ，ｘｊ）］

＝∑
ｌ

ｉ＝１
αｉｋ（ｘｉ，ｘｉ）＋∑

ｌ

ｊ，ｋ＝１
αｊαｋｋ（ｘｊ，ｘｋ）－２∑

ｌ

ｉ，ｊ＝１
αｉαｊｋ（ｘｉ，ｘｊ）

＝∑
ｌ

ｉ＝１
αｉｋ（ｘｉ，ｘｉ）－∑

ｌ

ｊ，ｋ＝１
αｊαｋｋ（ｘｊ，ｘｋ） （１１）

拉格朗日函数已经全部根据拉格朗日参数来表

示，原问题转化为求取αｉ的最优解，

Ｗ（α）＝∑
ｌ

ｉ＝１
αｉｋ（ｘｉ，ｘｉ）－∑

ｌ

ｊ，ｋ＝１
αｊαｋｋ（ｘｊ，ｘｋ） （１２）

其中，∑
ｌ

ｉ＝１
αｉ＝１，αｉ≥０．求得最优解α，从而得到包含

训练集数据的最小体积的超球体，超球体的中心为 ｃ

＝∑
ｌ

ｉ＝１
αｉφ（ｘｉ），半径为 ｒ＝ Ｗ（α槡 ）．

得到最小超球体的球心和半径后，即可计算新数

据在特征空间中与训练集数据的关系，若在超球体之

中则数据正常，否则系统就是出现故障．在实际的计算
中，可以根据核函数的性质直接计算新数据与超球体

球形的距离进行故障检测而不需要计算新数据在特征

空间投影的具体值，从而提高算法的实时性．
设初始数据集为 Ｘ＝｛ｘ１，…，ｘｎ｝，存在核函数

ｋ（ｘ，ｚ）和映射，满足 ｋ（ｘ，ｚ）＝〈φ（ｘ），φ（ｚ）〉．令
（Ｘ）＝｛φ（ｘ１），…，φ（ｘｎ）｝是 Ｘ在映射下的映像．

（Ｘ）所组成的超球体的质心为 ｃ，半径为 ｒ．假设有
新数据 ｘ^，在特征空间的投影为φ（^ｘ），则判别规则为，

Δ＝φ（^ｘ）－ｃ

 

 －ｒ （１３）
其中，φ（^ｘ）－ｃ

 

 ＝〈φ（^ｘ）－ｃ，φ（^ｘ）－ｃ〉
＝〈φ（^ｘ），φ（^ｘ）〉＋〈ｃ，ｃ〉－２〈φ（^ｘ），ｃ〉

已知，ｃ＝∑
ｌ

ｉ＝１
αｉφ（ｘｉ），代入（１３）式，得，

ｋ（^ｘ，^ｘ）＋〈ｃ，ｃ〉－２ φ（^ｘ），∑
ｎ

ｉ＝１
αｉφ（ｘｉ）

＝ｋ（^ｘ，^ｘ）＋〈ｃ，ｃ〉－２∑
ｎ

ｉ＝１
αｉｋ（^ｘ，ｘｉ）

（１４）
从上式可以看出，计算过程中不需要计算新数据

在特征空间投影的具体值φ（^ｘ），只需要计算新数据点
与训练集数据在核矩阵中的内积即可，从而简化了故

障检测算法的计算量．

４ 仿真试验

田纳西伊斯曼（ＴＥ）过程是由 Ｄｏｗｎｓ和 Ｖｏｇｅｌ提出
的一个标准测试过程，大量文献引用它作为数据源，来

进行控制、优化、过程监控、故障诊断等研究．ＴＥ过程的
原型是一个真实的化工过程，一共５２维数据．ＴＥ数据
分为２０类故障，每次运行时间是４８小时，采样时间间
隔为３分钟，因此每次运行所产生的观测样本总数为
９６０，系统一共有５２个传感器，所以每组数据是５２９６０
维的矩阵．仿真在无故障情况下开始，故障在仿真时间
８小时的时候引入，即第１６１个数据．

不失一般性，选取第４个故障（阶跃）、第１０个故障
（随机）以及第１６个故障（未知）来测试算法有效性，分
别用ＰＣＡ算法、ＫＰＣＡ算法以及基于切空间距离的扩展
ＬＬＥ算法（ＴａｎｇｅｎｔｓｐａｃｅＬＬＥ，ＴＬＬＥ）进行检测．

其中，ＰＣＡ算法选取的主元数为３个；ＫＰＣＡ算法的
核函数采用径向基核函数．

ｋ（ｘ，ｙ）＝ｅｘｐ［－ ｘ－

 

ｙ２

２σ２
］，其中，２σ２＝１０．

图３～图５每个图的第一行是 ＰＣＡ算法的 Ｑ统计
量结果，第二行是ＫＰＣＡ算法的 Ｑ统计量结果，第三行
是本文提出的基于ＴＬＬＥ算法的检测结果，检测标准采
用３Ｓｉｇｍａ原则．

表１给出了这三种故障基于 ＰＣＡ算法、ＫＰＣＡ算法
以及ＴＬＬＥ算法下的故障诊断结果．主要从误报率（ｆａｌｓｅ
ｐｏｓｉｔｉｖｅＦＰ）及漏报率（ｆａｌｓｅｎｅｇａｔｉｖｅＦＮ）来评价算法的故
障检测率．

从图３中可以看出，对于阶跃故障４，由于其故障
特征比较明显，因此，三种方法在故障发生时都能够比

较准确、及时的检测出故障，但是对于故障误报率和漏

报率指标，ＰＣＡ算法要比 ＫＰＣＡ以及 ＴＬＬＥ算法差，尤其
是漏报率几乎达到 ８０％；ＫＰＣＡ算法效果要优于 ＰＣＡ，
但是从图上也可以看出，漏报率也比较高，而 ＴＬＬＥ算
法则在误报率和漏报率方面都有比较好的表现．定量
分析三种算法对故障４的检测率，ＰＣＡ算法的检测率为
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２１６３％，ＫＰＣＡ算法的检测率为９５２５％，而 ＴＬＬＥ算法
的检测率为１００％．

对于图４和图５的随机故障和未知故障，由于故障
特征不是很明显，因此，ＰＣＡ算法基本不能完成故障检
测任务，ＫＰＣＡ算法在故障发生时能够比较好的检测出
故障，但是漏报率都很高，而 ＴＬＬＥ算法则在故障诊断
实时性、误报率和漏报率方面都有很好的表现．

上述故障基于三种算法的误报率和漏报率的详细

结果如表１所示
从表中可以看出，ＰＣＡ算法误报率数据比较好，主

要是因为其对故障不敏感，并不是算法的性能好；ＫＰＣＡ
算法在故障误报率的表现不错，但是在故障漏报率上

对于故障特征不明显的故障效果很差；ＴＬＬＥ算法在误
报率方面稍高于ＫＰＣＡ，主要由于其对于故障敏感度比
较高，而漏报率则远优于 ＰＣＡ和ＫＰＣＡ算法．

表１ 故障４、１０和 １６的误报率及漏报率

ＦＰ ＦＮ

故障４

ＰＣＡ ０ ７９．３７％

ＫＰＣＡ ０６３％ ４７５％

ＴＬＬＥ ８．７５％ ０

故障１０

ＰＣＡ ０ ７７１２％

ＫＰＣＡ ０ ３８３７％

ＴＬＬＥ ７５％ ７．７５％

故障１６

ＰＣＡ １２５％ ９７５％

ＫＰＣＡ ０ ３６８８％

ＴＬＬＥ ５．６３％ ７．６２％

为了测试 ＴＬＬＥ算法故障检测的通用性能，对 ＴＥ
数据的２０组故障数据分别进行故障诊断，其故障检测
率如表２所示．

表２ 基于ＴＬＬＥ算法的ＴＥ数据故障检测率

故障 检测率 故障 检测率 故障 检测率

１ ９９８７％ ８ ８８９７％ １５ ７３２５％

２ ９８３７％ ９ ２９５％ １６ ９２３８％

３ ８４２５％ １０ ９２２５％ １７ ９７７４％

４ １００％ １１ ７１７５％ １８ ９４８８％

５ １００％ １２ ９５２５％ １９ ９６７５％

６ ９９７５％ １３ ８８９７％ ２０ ９０５％

７ ９８５％ １４ ８１７５％

从表２中可看出，在所有２０类故障中，故障９为进
料２温度随机变化故障，由于其故障特征不明显，检测
率较低，其他１９类故障都具有较高检测率，其中１２类
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故障的检测率超过 ９０％，说明其在非线性系统故障诊
断方面具有较高性能，同时也具有较好的通用性．

５ 结论

本文在ＬＬＥ的基础上，引入切空间距离，提出扩展
ＬＬＥ算法，可以更加科学的满足近邻点局部线性的要
求，更好的保留原始数据的局部流形特征．同时，对样
本外扩展数据进行迭代，根据核函数的性质与故障检

测算法相结合，简化了原算法的计算量，提高了算法的

工业应用价值．最后通过与ＰＣＡ算法和ＫＰＣＡ算法的试
验结果比较表明，本文提出的方法可以很好的完成非

线性数据的故障检测，从而为传感器故障诊断提供了

一种新的方法．
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